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Статья исследует применение методов машинного обучения для распознавания сигналов  
световых приборов автомобилей с целью использования данных в умных светофорах. Для решения 
задачи распознавания машин на видео была использована библиотека Keras, и была применена 
архитектура нейронной сети RetinaNet [1]. Для распознавания состояний фар транспорта была 
использована архитектура YOLOv8. Процесс сбора данных, аннотации и обучения модели был проведён  
с использованием платформы Roboflow. В результате работы были получены веса обученной модели, 
которые позволяют распознавать состояние передних и задних фар различных видов транспорта  
в различных погодных условиях. Предложена адаптация нейросетевой модели на основе YOLOv8  
для решения задачи распознавания сигналов световых приборов светофоров, которая может быть 
использована как для статического распознавания на фотографиях, так и в режиме реального времени  
или видео.
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Введение

В современных городах стоит актуальная за-
дача оптимизации дорожного движения, обеспече-
ния безопасности пешеходов и улучшения общей 
эффективности транспортной инфраструктуры: 
увеличение пропускной способности дорог и сокра-
щение времени ожидания водителей. В этом кон-
тексте технологии «умных светофоров» становятся 
всё более актуальными и перспективными. Одной 
из ключевых составляющих таких систем являет-
ся разработка и внедрение инновационных методов 
распознавания сигналов световых приборов автомо-
билей.

Распознавание сигналов световых приборов 
автомобилей представляет собой сложную и важную 
задачу. Точное и быстрое распознавание этих сигна-
лов позволяет умным светофорам адаптироваться к 
текущей ситуации на дороге и оптимизировать пото-
ки транспорта, минимизируя время ожидания на све-
тофорах и снижая вероятность дорожно-транспорт-
ных происшествий.

Для реализации распознавания сигналов све-
товых приборов автомобилей применяются передо-
вые технологии: компьютерное зрение, машинное 
обучение и глубокие нейронные сети. Современные 
алгоритмы искусственного интеллекта позволяют 
автоматически обнаруживать и классифицировать 
сигналы световых приборов, даже в условиях огра-
ниченной видимости, ночного времени или плохих 
погодных условий. 

Интеграция распознавания сигналов световых 
приборов в умные светофоры открывает новые гори-

зонты в области управления дорожным движением. 
«Умные» светофоры, объединённые в единую сеть, 
могут анализировать потоки транспорта в реальном 
времени и адаптироваться к текущим условиям, что 
приводит к сокращению пробок и повышению безо-
пасности на дорогах.

Распознавание сигналов световых приборов 
автомобилей для умных светофоров имеет огром-
ный потенциал для совершенствования транспорт-
ной инфраструктуры и повышения качества жизни 
городских жителей. Внедрение таких технологий 
открывает путь к созданию «умных городов», где 
транспортная система становится более эффектив-
ной, устойчивой и безопасной для всех участников 
движения. 

Существующие подходы для решения задачи 
детекции объектов

Существует несколько подходов для решения 
задачи детекции объектов. Некоторые из наиболее 
распространённых подходов включают в себя:

– R-CNN (Region Convolutional Neural 
Network) – использует методы селекции регионов 
(region proposal methods) для выделения потенци-
альных областей объектов, а затем применяет свёр-
точные нейронные сети для классификации и точной 
локализации объектов;

– Faster R-CNN – интегрирует процесс вы-
деления регионов (region proposal) в саму модель  
с использованием нейронной сети. Это делает про-
цесс детекции более быстрым;

MANAGMENT OF TECHNICAL OBJECTS                                   27



28           УПРАВЛЕНИЕ ТЕХНИЧЕСКИМИ ОБЪЕКТАМИ

– YOLO (You Only Look Once) – обрабатывает 
на всё изображение сразу и предсказывает классы и 
координаты объектов напрямую;

– Mask R-CNN – расширение Faster R-CNN, 
которое добавляет возможность предсказания масок 
объектов. Это позволяет не только обнаруживать объ-
екты, но и точно выделить их форму.

– RetinaNet – объединяет детекцию на разных 
масштабах и предсказание классов в одну сеть, что 
помогает справиться с проблемой неравномерного 
распределения объектов разных размеров;

– EfficientDet – использует эффективные бло-
ки для извлечения признаков на разных масштабах  
и оптимизирован для высокой скорости и точности.

Эти методы могут быть использованы в зави-
симости от конкретной задачи и требований к ско-
рости и точности. Они часто используют нейронные 
сети для извлечения признаков и оптимизации обна-
ружения объектов на изображениях.

Распознавание машин на видео

Для решения задачи распознавания машин  
на видео была использована надстройка над 
Tensorflow – Keras – открытая библиотека, написан-
ная на языке Python и обеспечивающая взаимодей-
ствие с искусственными нейронными сетями [2, 6].

В качестве архитектуры для нейронной 
сети была применена RetinaNet [1], состоящая из 
4 основных частей: backbone, feature pyramid net, 
classification subnet, regression subnet.

– Backbone (основа сети) – первый шаг в об-
работке изображения, в котором применяется свёр-
точная нейронная сеть для извлечения признаков из 
входного изображения. Backbone может быть пре-
добученной свёрточной сетью, например, ResNet или 
ResNeXt, которая выдаёт высокоуровневые признаки 
из входного изображения.

– Feature Pyramid Network (FPN сеть пира-
миды признаков) используется для эффективно-
го использования многомасштабных признаков из 
backbone. Он позволяет выделить объекты разных 
размеров на изображении, что улучшает точность об-
наружения. Основная задача FPN заключается в эф-
фективном использовании признаков из различных 
уровней (масштабов) свёрточной сети (backbone), 
чтобы обнаруживать объекты разных размеров на 
изображении. Признаки, полученные на более глу-
боких слоях backbone, обладают высокой семанти-
ческой информацией, что позволяет обнаруживать 
объекты общего вида.

– Classification Subnet (подсеть классифика-
ции) – часть сети, которая используется для опре-
деления, присутствует ли объект на изображении, 
и если присутствует, то определить его класс (ка-
тегорию). Classification Subnet принимает на вход 
признаки, полученные из Feature Pyramid Network, 
и выполняет классификацию объектов, используя 

свёрточные слои и полносвязные слои. Для класси-
фикации объектов используется функция Softmax, 
которая преобразует выходы классификационной 
подсети в вероятности принадлежности объекта  
к каждому из возможных классов.

– Regression Subnet (подсеть регрессии) – часть 
сети предназначена для определения ограничиваю-
щих рамок (bounding boxes) объектов на изображе-
нии. Ограничивающая рамка – это прямоугольник, 
который обозначает положение и размер обнаружен-
ного объекта. Для каждого обнаруженного объекта 
на изображении, Regression Subnet предсказывает 
относительные смещения (delta) для координат x, 
y, width и height, которые корректируют предвари-
тельно заданные якорные (anchor) рамки. Активация 
Regression Subnet преобразует эти относительные 
смещения в абсолютные значения, которые опреде-
ляют окончательные координаты ограничивающей 
рамки для каждого объекта.

Для обучения нейронной сети был исполь-
зован набор данных COCO2017, дополненный соб-
ственными изображениями, полученными с видеоре-
гистратора.

Распознавание состояний фар транспорта

Для решения поставленной задачи была ис-
пользована архитектура YOLOv8.

YOLOv8 – это модель обнаружения объектов 
и сегментации изображений в реальном времени, ко-
торая может определять и классифицировать различ-
ные объекты на изображении, а также выделять их 
контуры [4].

Для сбора набора данных для дальнейшего об-
учения предлагаются следующие требования к про-
ектируемой модели:

– перед поиском данных на основе проана-
лизированных требований было принято решение 
искать данные, которые соответствуют следующим 
критериям: на картинке должны быть как передние, 
так и задние фары в разных состояниях в разное вре-
мя суток и в разную погоду, это должны быть любые 
виды транспорта;

– в ходе поиска были найдены различные на-
боры данных, общее количество фотографий, сре-
ди которых отбирались наилучшие, было примерно 
10000;

– в результате для обучения был отобран на-
бор данных на 500 фотографиях.

Следующим шагом был проведён процесс ан-
нотации данных, то есть присвоение

меток каждому изображению в соответствии 
с состоянием фар. Для этой цели был использо-
ван специальный сайт, предназначенный для такой 
цели – roboflow [5].

Roboflow – это платформа, которая позволяет 
использовать для аннотации данных свой собствен-
ный инструмент Roboflow Annotate.
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Пример процесса аннотации одной из фото-
графий приведён на рисунке 1.

Рисунок 1. Пример аннотации фотографии

Далее необходимо сделать экспорт промарки-
рованного набора данных для дальнейшей интегра-
ции с YOLOv8.

Результат экспорта набора данных для даль-
нейшего использования с YOLOv8 представлен  
на рисунке 2.

Рисунок 2. Экспорт данных из roboflow для дальнейшей 
интеграции с YOLOv8

Далее необходимо подготовить данные для 
обучения модели. Для этого данные были разбиты  
на две группы: train и val.

– train – используется для обучения модели;
– val – используется для тестирования модели.
В каждой группе данные разбиты на два под-

типа: images и labels.
– images – непосредственно сами картинки с 

транспортом и номерами;
– labels – текстовые файлы с пронумерованны-

ми строками в формате, понятном YOLOv8, каждая из 
которых обозначает область на картинке, где распо-
лагаются номера на транспорте.

Формат строки следующий: class x-center 

y-center width height. Centex x и Center y – координа-
ты центра номера, width и height – ширина и высота  
номера, координаты считаются относительно шири-
ны и высоты изображения и находятся в диапазоне 
от 0 до 1.

После распределения данных по папкам, не-
обходимо отредактировать конфигурационный файл 
data.yaml. В нём необходимо указать относительный 
путь до тренировочных и тестовых данных, количе-
ство классов для распознавания и имя класса для рас-
познавания.

Для обучения сети взяли базовый датасет из 
COCO2017 и дополнили его своими данными в объ-
ёме 500 фотографий, для которых сделали аугмен-
тацию и расширили обучающую выборку до 712 
изображений. Также в файле data.yaml необходимо 
указать количество классов для распознавания –  
в данной задаче их 4, они представлены на рисунке 3.

Рисунок 3. Классы, промаркированные в наборе данных

Далее можно запускать процесс обучения, ко-
торый в результате сгенерирует файл с наилучшими 
весами, полученными при обучении, – best.pt, кото-
рый уже можно будет использовать для работы с об-
ученной моделью.

Обученная модель может использоваться как 
для распознавания на фотографиях, так и в режиме 
реального времени или видео. Пример распознава-
ния разных состояний фар приведён на рисунках 4-5.

Рисунок 4. Распознавание включенных фар автомобиля  
в тёмное время суток

Кривая точности – это метрика, которая изме-
ряет, насколько точно модель обнаруживает объекты, 
представлена на рисунке 6. Она показывает, какую 
долю из обнаруженных моделью объектов действи-
тельно можно считать правильно обнаруженными.
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Рисунок 5. Распознавание разных состояний фар  
в дневное время суток

Рисунок 6. Кривая точности

Каждый обнаруженный моделью объект 
имеет некоторую точность обнаружения. Для того, 
чтобы распознавать максимальное число объектов, 
необходимо учитывать как высокие, так и низкие 
значения точности.

График выше показывает, что при пороге 
0.811 точность определения всех объектов достигает 
100 %.

Заключение
В работе было исследовано применение ме-

тодов машинного обучения для распознавания сиг-
налов световых приборов автомобилей с целью ис-
пользования этих данных в «умных светофорах». 
Для решения задачи распознавания машин на видео 
была использована библиотека Keras, основанная  
на Tensorflow, и применена архитектура RetinaNet.

Также были рассмотрены и проанализирова-
ны две разные технологии – YOLOv8 и uNet – для 
распознавания состояний фар транспорта. По резуль-
татам исследования было установлено, что YOLOv8 
в общем случае лучше подходит для распознавания 
состояния фар, поскольку обладает более высокой 
скоростью и точностью, способен обнаруживать и 
классифицировать несколько объектов на изображе-
нии и обладает более удобным интерфейсом для обу-
чения и использования.

Для сбора и аннотации данных были выполне-
ны необходимые шаги, и в результате был получен 
набор данных для обучения модели. Для обучения 
были разделены данные на тренировочную и тесто-
вую выборки. Обучение проводилось с использова-
нием конфигурационного файла data.yaml и выбран-
ных лучших весов – best.pt.

В результате обучения модели была достиг-
нута высокая точность распознавания состояний фар 
разных видов транспорта в различных погодных ус-
ловиях. Полученная модель может быть использова-
на для статического распознавания на фотографиях, 
а также в режиме реального времени или на видео.

Представленная статья представляет важный 
вклад в области распознавания сигналов световых 
приборов автомобилей для умных светофоров. Ре-
зультаты исследования могут быть применены в раз-
личных сферах, таких как управление транспортным 
движением, повышение безопасности дорожного 
движения и разработка инновационных систем «ум-
ных светофоров».
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RECOGNITION OF VEHICLE LIGHT SIGNALS FOR SMART TRAFFIC LIGHTS
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Gomel, , Republic of Belarus 

This paper explores the application of machine learning methods for recognizing automobile light signals  
to enhance smart traffic light systems. For vehicle detection in video footage, the Keras library was employed along 
with the RetinaNet neural network architecture [1]. The YOLOv8 architecture was used for identifying the status  
of vehicle headlights and taillights. Data collection, annotation, and model training were conducted using  
the Roboflow platform. The research resulted in trained model weights capable of recognizing the state of front 
and rear lights on various vehicle types under different weather conditions. The paper proposes an adaptation  
of the YOLOv8-based neural network model for recognizing traffic light signals, which can be utilized for both  
static recognition in photographs and in real-time or video applications.

Keywords: smart traffic lights, neural networks, image processing, recognition task, model training
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